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Razvijanje empirijske jednadžbe za dubinu 
podlokavanja ispred nagnutih stupova mosta

Prethodno priopćenje

Halil İbrahim Fedakar, A. Ersin Dinçer, Zafer Bozkuş

Razvijanje empirijske jednadžbe za dubinu podlokavanja ispred nagnutih 
stupova mosta

Neka istraživanja predlažu različite empirijske korelacije kako bi se predvidjela dubina 
podlokavanja ispred nagnutih stupova mosta kroz regresijsku analizu dobivenu 
laboratorijskim mjerenjima zbog složenih mehanizama toka oko nagnutih stupova mosta. 
Međutim, kako su se te korelacije razvile za određeni skup podataka, opća je jednadžba 
i dalje potrebna da bi se točno predvidjela dubina podlokavanja ispred nagnutih stupova 
mosta. Glavni je cilj istraživanja razviti opću jednadžbu kako bi se predvidjela dubina 
podlokavanja ispred nagnutih stupova mosta kroz višeslojni perceptron (MLP) i tehnike 
neuronske mreže s radijalnim baznim funkcijama (RBNN). Eksperimentalni skupovi 
podataka koji se primjenjuju u ovom istraživanju skupljeni su se iz prijašnjih istraživanja. 
Jednadžba za dubinu podlokavanja prednjeg stupa koristi se primjenom pet varijabl. 
Rezultati analiza umjetne neuronske mreže (ANN) otkrivaju da su modeli RBNN i MLP 
omogućili preciznija predviđanja nego prethodne empirijske korelacije kad su u pitanju 
izlazne varijable. Prema tome, predlažu se analitičke jednadžbe dobivene RBNN i MLP 
modelima za točno predviđanje dubine podlokavanja ispred nagnutih stupova mosta. 
Štoviše, na temelju rezultata analize osjetljivosti utvrđuje se da je na dubinu podlokavanja 
ispred prednjih i stražnjih stupova najviše utjecao kut nagiba, odnosno intenzitet toka.
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Developing empirical formulae for scour depth in front of inclined bridge piers

Because of the complex flow mechanism around inclined bridge piers, previous studies have 
proposed different empirical correlations to predict the scouring depth in front of piers, which 
include regression analysis developed from laboratory measurements. However, because 
these correlations were developed for particular datasets, a general equation is still required 
to accurately predict the scour depth in front of inclined bridge piers. The aim of this study is to 
develop a general equation to predict the local scour depth in front of inclined bridge pier systems 
using multilayer perceptron (MLP) and radial-basis neural-network (RBNN) techniques. The 
experimental datasets used in this study were obtained from previous research. The equation 
for the scour depth of the front pier was developed using five variables. The results of the 
artificial neural-network (ANN) analyses revealed that the RBNN and MLP models provided 
more accurate predictions than the previous empirical correlations for the output variables. 
Accordingly, analytical equations derived from the RBNN and MLP models were proposed 
to accurately predict the scouring depth in front of inclined bridge piers. Moreover, from the 
sensitivity analyses results, we determined that the scour depths in front of the front and back 
piers were primarily influenced by the inclination angle and flow intensity, respectively.
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1. Uvod

Stupovi mosta položeni u riječnom koritu smanjuju poprečni 
presjek toka vode što uzrokuje preusmjeravanje strujnica toka 
prema dnu riječnog korita, a to vodi do lokalnog podlokavanja 
oko stupova. Kako je složen mehanizam djelovanja između 
toka oko stupova mosta i erodivnog tla riječnog korita, teško 
se može pouzdano modelirati lokalno podlokavanje [1]. Da bi 
se bolje razumio mehanizam podlokavanja, mnogi istraživači 
eksperimentalno i/ili teoretski ispituju pojavu lokalnog 
podlokavanja oko vertikalnih stupova mosta [2-11]. Opća 
jednadžba ili kriterij projektiranja ne može se dobiti za sve uvjete 
zbog složene prirode lokalnog podlokavanja. Iako postoje mnoga 
istraživanja o lokalnom podlokavanju oko vertikalnih stupova 
mosta, postoji mali broj istraživanja vezanih uz podlokavanje 
oko nagnutih stupova. 
Prvo istraživanje kojim se procijenilo lokalno podlokavanje oko 
nagnutih stupova mosta proveli su Bozkus i dr. [12]. U istraživanju 
su se koristili jednim kružnim stupom nagnutim nizvodno. 
Rezultati pokazuju da se lokalna dubina podlokavanja smanjuje 
povećanjem nagiba stupa. Učinak nagiba dvostrukih stupova 
mosta i skupine stupova ispitan je u daljnjim istraživanjima 
[13, 14]. Karimi i sur. [15] proveli su slično eksperimentalno 
istraživanje o učinku nagnutih stupova i ustanovili da se 
smanjuju dimenzije kaverne nastale podlokavanjem, kao 
i dubina podlokavanja povećanjem kuta stupa. Obrazac 
podlokavanja oko nagnutog cilindričnog stupa u oštrom luku 
od 180 stupnjeva proučili su Khajeh i sur. [16]. Osim toga, 
proučen je nastanak podlokavanja oko bočno nagnutih kružnih 
stupova, te se odredilo da je maksimalna dubina podlokavanja 
kod bočno nagnutog stupa gotovo jednaka kao ona u slučaju 
vertikalnog stupa [17]. Slično, proučio se utjecaj bočnog nagiba 
kod polukružnih stupova na podlokavanje i ustanovilo se da 
nagnuti stupovi smanjuju dubinu podlokavanja [18]. Štoviše, 
predložene su razne empirijske korelacije kako bi se točno 
predvidjela dubina podlokavanja u prethodno spomenutim 
istraživanjima. Nedostatak je tih korelacija to što su predložene 
za određeni broj nagnutih stupova mosta, a njihovo predviđanje 
nije se potvrdilo u odnosu na različit broj stupova mosta. Kao 
što se može vidjeti iz istraživanja, prethodne jednadžbe slabo 
predviđaju dubine podlokavanja različitog broja stupova. Zato su 
i dalje potrebne univerzalne jednadžbe za različit broj stupova. 
Zbog složenih mehanizama lokalnog podlokavanja oko stupova 
mosta, može se primijeniti pristup umjetne neuronske mreže 
(ANN) kako bi se dobile univerzalne jednadžbe. 
Ti se pristupi ponašaju kao univerzalni aproksimatori funkcije te 
su pogodni za oponašanje problema u kojima se ne razumije veza 
između ulaznih i izlaznih varijabli. ANN se jednako tako može 
razmatrati kao moćni alat za procjene složenih inženjerskih 
problema kao što je točno predviđanje hidroloških parametara 
te lokalnog podlokavanja oko stupova mosta. Primjenom 
ANN-a proučavani su protoci najvećih godišnjih vodnih valova, 
prosječni mjesečni protok te kratkotrajni vodni događaji kao 
hidrološki parametri [19-21]. Osim hidroloških parametara, ANN 

se jednako tako koristi u predviđanju dubine podlokavanja oko 
stupova mosta. Među prethodnim istraživanjima proučavala 
se primjena dvaju tipova ANN-a i neuro-fuzzy sustava kao 
pristupa u proučavanju podlokavanja, te se zaključilo da su 
predložene metode predviđale dubinu podlokavanja preciznije 
nego tradicionalne analitičke metode [22]. Lee i sur. [23], koristili 
su model povratnog širenja neuronske mreže (BPN) primjenom 
podataka na temelju promatranja u 13 država u SAD-u. Dubina 
podlokavanja predvidjela se tako što su se kao parametri u 
BPN modelu uzeli dubina toka, prosječna brzina, dijametar 
zrna, geometrijska standardna devijacija raspodjele veličine 
zrna i granična brzina. U istraživanju [24] primijenjen je ANN 
model kako bi se predvidjelo lokalno podlokavanje oko stupova 
mosta. Prema analizi osjetljivosti ANN modela četiri parametra 
dovoljna su da se ispravno procijeni dubina podlokavanja 
oko stupa, a riječ je o obliku stupa i kutu otklona, dubini toka 
te brzini toka. Kako bi se procijenila dubina podlokavanja, 
predloženi su različiti hibridni modeli [25-27]. Modeli evolutivne 
neuronske mreže s radijalnim baznim funkcijama (ERBFNN) 
razvijeni su kako bi se predvidjela dubina podlokavanja oko 
stupova mosta [28]. Rezultati su pokazali da ERBFNN modeli 
daju točnija predviđanja u usporedbi s različitim matematičkim 
jednadžbama uključujući HEC-18, Misssissippi, Laursen i Toch te 
Froehlich. Mehanizam podlokavanja oko grupe pilota proučavao 
se uz pomoć bagged neuronske mreže u kojoj se naizmjenično 
iz uzorka odabiru podaci te se sukladno s uzorkom prave nova 
stabla [29]. U prethodnim istraživanjima, neuronske mreže 
koristile su se kako bi procijenile podlokavanje pretežno oko 
vertikalnih stupova mosta. Štoviše, modeli neuronskih mreža 
nisu dali empirijsku jednadžbu. To je razlog zašto projektanti i 
dalje trebaju pouzdanu empirijsku jednadžbu kako bi precizno 
procijenili formiranje podlokavanja oko nagnutih stupova mosta.
Glavni je cilj ovog istraživanja predložiti pouzdane jednadžbe za 
preciznu procjenu dubine podlokavanja ispred stupova mosta. U 
tu se svrhu dubine podlokavanja ispred nagnutih stupova mosta 
dobivaju predviđanjem uz pomoć višeslojnog perceptrona (MLP) 
i tehnika neuronske mreže s radijalnim baznim funkcijama 
(RBNN) te novih empirijskih jednadžbi za procjenu dubine 
podlokavanja. Koliko je autoru poznato, to je prvo istraživanje u 
kojem se ANN koristi kako bi se procijenila dubina podlokavanja 
ispred nagnutih stupova mosta. Osim toga, provodi se niz 
analiza osjetljivosti da bi se odredili najutjecajniji parametri na 
formiranje lokalnog podlokavanja. 

2. Prikupljanje podataka

Eksperimentalni se podaci dobivaju iz prethodnih istraživanja 
koja se navode u [12-14, 30]. Eksperimenti koje su proveli 
Bozkus i Yildiz [12] izvedeni su u laboratoriju za hidrauliku pri 
Državnom uredu za hidrauličke radove u Turskoj (DSI), a drugi su 
se eksperimenti proveli u laboratoriju za hidrauliku pri Tehničkom 
sveučilištu Bliski istok u Ankari, Turska. Kanal prikazan na slici 1. 
koristio se u istraživanju navedenom u [13, 14]. Prikaz mjerenja 
podlokavanja za različit broj stupova može se vidjeti na slici 2. 
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Na slici dubina je podlokavanja ispred prednjeg i stražnjeg stupa 
označena sa ds1 i ds2:
Istraživanje utjecaja nagiba jednog stupa teoretsko je 
istraživanje zato što nije opravdana izgradnja jednog masivnog 
stupa. Međutim, uključeno je u ANN analize kako bi se povećao 
broj podataka te kako bi se pouzdanije jednadžbe mogle 
predložiti. Umjesto jednog masivnog stupa, skupine se stupova 
više preferiraju iz konstrukcijskih razloga, no opstrujavanje oko 
stupova je narušeno te izaziva recirkulaciju kod skupina stupova. 
Skupina stupova najčešće se formira stupovima poredanim 
u smjeru toka i/ili okomito na tok. Učinak skupine stupova na 
opstrujavanje uglavnom ovisi o udaljenosti između stupova, 
smjeru i položaju stupova. Prema [30], ako je tok okomit na os 
koju čini skupina stupova te ako je udaljenost između stupova 
vrlo mala, tada se podlokavanjem stvara jedna kaverna te se 
uočava povećanje maksimalne dubine podlokavanja. Međutim, 
ako su stupovi u skupini položeni pazeći na razmak među 
njima, tada skupina stupova smanjuje dubinu podlokavanja više 
nego jedan masivni stup. Skupni učinak stupova istražuje se u 
literaturi [13, 14, 30]. Zbog transporta materijala s dna kaverne 
nastale podlokavanjem oko uzvodnog stupa do kaverne na 
nizvodnom stupu, uočavaju se manje dubine podlokavanja na 
nizvodnim stupovima. 

Udaljenost između stupova, smjer i položaj stupova smatraju se 
glavnim parametrima za skupni učinak prema [14].
U svim eksperimentima primijenjeni su stabilni uvjeti bistre 
vode, a distribucija sedimenta bila je ujednačena. Dijametri 
stupova korištenih u eksperimentu iznosili su 50, 70 i 100 
mm. Osim toga, različiti su kutovi nagiba 00, 20, 50, 100, 150 
bili poželjniji kako bi se jasnije uočio njihov učinak. Ostali 
parametri bili su protok i veličina sedimenta. Razmak između 
stupova, dimenzije hidrauličkog kanala i značajke sedimenta 
bile su konstanta tijekom eksperimenta, a pretpostavilo se da 
je postignut uvjet ravnotežne dubine podlokavanja. Uočeno 
je da se s vremenom smanjuje brzina produbljenja kaverne. 
Drugim riječima, u prvim minutama eksperimenta stvorio se 
velik sprud, a čestice sedimenta prenijete su nizvodno. Kako bi 
se uključio učinak transporta, dubina podlokavanja na uzvodnim 
stupovima razmatra se u izvođenju jednadžbe koja se odnosi na 
procjenu dubine podlokavanja na nizvodnim stupovima. Jednako 
tako, tablica 1. prikazuje broj stupova, kut nagiba, dijametar 
stupa, intenzitet toka (V/Vc), srednju veličinu sedimenta, d50. U 
tablici, umjesto da se prikazuje protok, poželjnije je prikazati V/
Vc kako bi se jasno izrazilo da su se eksperimenti proveli pod 
gotovo graničnim uvjetima što pokazuje bistru vodu tijekom 
eksperimenata prema [2].

Slika 1. Tlocrt ispitnog postrojenja: a) prikaz; b) stvarna fotografija

Slika 2. Prikaz mjerenja podlokavanja oko: a) jednog stupa; b) dvaju stupova; c) tri stupa; d) četiri stupa
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3. Metodologija

3.1. Umjetna neuronska mreža

Pristup umjetne neuronske mreže računalna je metodologija koja 
primjenjuje informaciju dobivenu iz iskustva na nove scenarije. 
Tijekom tog procesa, a analogno ustroju ljudskog mozga, koriste 
se mnogi jednostavni računalni elementi, i to umjetni neuroni 
čije su težine međusobno povezane [31]. Zbog činjenice da ANN 
ima veliku sposobnost učenja, uspješno se primjenjuje na mnoge 
složene inženjerske probleme. U ovom istraživanju primjenjuju 
se višeslojni perceptron i tehnike neuronske mreže s radijalnim 
baznim funkcijama za razvijanje empirijskih formula za dubinu 
podlokavanja oko nagnutih stupova mosta. Višeslojni perceptron 
sastoji se od ulaznog sloja, barem jednog skrivenog sloja te 
izlaznog sloja kao što prikazuje slika 3. Na slici, m predstavlja 
broj ulaznih neurona, wih je težina koja povezuje ulazne neurone 
sa skrivenim neuronima, Bh je izraz odstupanja skrivenog 
sloja, fh je funkcija transporta skrivenog sloja, who je težina koja 
povezuje skrivene neurone s izlaznim neuronima, Bo je izraz 
odstupanja izlaznog sloja, a fo je funkcija transfera izlaznog sloja. 
Svaki neuron u ulaznim i izlaznim slojevima predstavlja ulaznu, 
odnosno izlaznu varijablu. Što se tiče neurona u skrivenom sloju, 
oni pogoduju između ulaznih i izlaznih varijabli [31]. MLP model 
koji ima više od jednog skrivenog sloja može dati statistiku višeg 
reda. Međutim, jedan je skriveni sloj dovoljan za približavanje bilo 
kojem složenom problemu [32, 33]. Zato MLP modeli koji su se 
razvili u ovom istraživanju koriste jedan skriveni sloj. Postupak 
koji je primijenjen u usavršavanju MLP modela kratko se može 
sažeti:

1. sve ulazne (neovisne) i izlazne (ovisne) varijable najprije se 
normaliziraju kako bi bile usporedive

2. svaki normalizirani ulazni neuron tada se množi težinom koja 
ga povezuje sa skrivenim neuronom

3. rezultati su sažeti izrazom odstupanja skrivenog sloja
4. funkcija transfera implementira na svakom skrivenom 

neuronu
5. svaki skriveni neuron množi se s težinom koja ga povezuje s 

izlaznim neuronom
6. rezultati su sažeti izrazom odstupanja izlaznog sloja
7. funkcija transfera implementira se na svakom izlaznom 

neuronu
8. algoritam stražnjeg propadanja koristi se kako bi prilagodio 

parametre težine i odstupanja modela omogućujući 
minimiziranje pogreške

9. koraci (od 2 do 7) ponavljaju se primjenom ažuriranih 
vrijednosti težine i odstupanja, te 10) nakon što se razvije 
MLP model, primjenjuje se denormalizacija na izlaznom 
neuronu. 

Izraz (1) matematički prikazuje navedene računalne korake (od 
2 do 7) za MLP model koji ima izlaznu varijablu i skriveni sloj s 
jednim neuronom.

 (1)

gdje je (xi)n normalizirana ulazna varijabla ith, a yn normalizirana 
izlazna varijabla. Više teoretskog znanja o modelu MLP može se 
naći u [34]. S druge strane, model neuronske mreže s radijalnim 

Tablica 1. Glavne značajke eksperimentalnih podataka

Referenca Broj stupova Kut nagiba [°] Dijametar stupa, D [mm] Broj mjerenja V/Vc d50  [mm]

[12] 1

2

5

10

15

50
100
50

100
50

100
50

100

4
7
4
7
4
7
4
7

 
1,211-1,861

0,5

[13] 2

0

5

10

15

50
70
50
70
50
70
50
70

6
3
6
0
6
3
6
3

0,295-0,437 1,44

[14, 30] 3 i 4

0

10

15

50
70
50
70
50
70

6
6
6
6
6
6

0,589-0,936 0,88
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baznim funkcijama skuplja ulazne podatke prije izlaganja mreži i 
različite funkcije nelinearne aktivacije koje su lokalno podešene 
tako da prekrivaju područje ulaznog prostora. Konstrukcija 
RBNN-a takva je da skriveni sloj uključuje isti broj čvorova s 
centrima klastera [35]. Osim toga, kao i u MLP modelima, RBNN 
model u ovom istraživanju koristi jedan skriveni sloj. Temeljne 
funkcije u skrivenom sloju donose značajan odgovor koji je 
različit od nule na ulazni podražaj samo onda kad je unos unutar 
malog područja ulaznog prostora. Zato je ta paradigma poznata 
još i kao lokalizirana receptivna mreža polja [36]. Transformacija 
je unosa ključna za borbu protiv dimenzionalnosti u empirijskom 
modeliranju. Vrsta je ulazne transformacije RBNN-a nelinearna 
projekcija koja koristi radijalnu baznu funkciju. Radijalne bazne 
funkcije u ulozi su regresora nakon što nelinearno stisnu 
multidimenzionalne ulaze ne uzimajući u obzir izlazni prostor. 
Zbog toga što izlazni sloj primjenjuje linearni regresor, jedini 
primjenjivi parametri su težine tog regresora. Ti su parametri 
određeni metodom najmanjih kvadrata što daje značajnu 
prednost pri konvergenciji [31, 37]. RBNN ima prednost brze 
konvergencije vremena bez lokalnih minimuma zato što je 
njegova funkcija pogreške uvijek konveksnog oblika [38]. 
Opširnije o modelu RBNN može se naći u [39].

Slika 3. Tipični ustroj ANN modela s jednim skrivenim slojem

3.2. Prethodne empirijske korelacije

Regresijske jednadžbe izložene u tablici 2. predlažu se za 
određeni broj stupova. Te se jednadžbe koriste kako bi se 
predvidjela dubina podlokavanja ispred prednjeg stupa (ds1) i 
stražnjeg stupa (ds2). U jednadžbama, ds služi za izračun dubine 
lokalnog podlokavanja, d0 za izračun dubine prilaznog toka, D za 
izračun dijametra stupa, V za izračun prosječne brzine toka, Vc za 
izračun prosječne granične brzine toka, a α je 90-β u radijanima 
gdje β predstavlja izračun kuta nagiba. Broj eksperimenata 
koji su se proveli kako bi se razvile jednadžbe i koeficijent 
determinacije, R2, prikazani su također u tablici 2. Vrijednosti R2 
koje predlaže ds1 blizu su 1, što upućuje na to da se podudara 
s eksperimentalnim podacima. U jednadžbama predloženim za 
ds2, R2 vrijednosti nisu vrlo blizu 1. 

3.3. Težinski faktori

Težinskim faktorima [40] rastavljaju se težine spajanja ANN 
modela kako bi se odredila relativna važnost (RI) svake ulazne 
varijable na izlaznu varijablu [41]. Da bi se to napravilo, priključne 
težine na ulazu i izlazu svih skrivenih neurona raspodijeljene su 
u komponente za svaki ulazni neuron. Prema tome, sljedeće se 
jednadžbe predlažu u [41]:

 (2)

RI [%]i x 100 (3)

gdje ni predstavlja ulazne neurone, nh predstavlja brojeve 
skrivenih neurona, Wihje množenje ulazne i izlazne težine, a RIi 
je relativna važnost ulazne varijable ith.

Tablica 2. Prethodne empirijske jednadžbe za dubinu podlokavanja nagnutih stupova

Prethodna 
istraživanja Model Izlazna 

varijabla
Broj 

stupova
Veličina skupa 

podataka Jednadžbe R2

[12] DS1A ds1 1 44 0,98

[13] DS1B ds1 2 33 0,95

[14] DS1C ds1 3 i 4 72 0,95

[30] DS2A ds2 3 36 0,79

[30] DS2B ds2 4 36 0,81
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4. Razvoj modela i procjena učinka

Jedan od najčešćih problema u pronalasku veze između ulaznih i 
izlaznih varijabli u umjetnoj neuronskoj mreži jest pretreniranje. 
Pretreniranje se događa kad ANN model pokazuje veliku 
pogrešku za podatak koji nije vidio, a vrlo malu pogrešku za 
uvježbani podatak. Zato se treba izbjeći pretreniranje kad se 
razvija pouzdani ANN model s boljom sposobnosti generalizacije. 
Kako bi se izbjeglo pretreniranje, skup podataka dijeli se u 
dva podskupa: skup podataka za učenje i skup podataka za 
testiranje [42]. Skup podataka za učenje koristi se za treniranje 
ANN modela, a skup podataka za testiranje primjenjuje se za 
ispitivanje njihovog predviđanja učinka na neviđenim podacima. 
Prema tome, ANN model koji najbolje predviđa izlaznu varijablu 
određuje se uspoređujući predviđanje učinka svih razvijenih 
ANN modela u fazi testiranja. Prema [43], utvrđeno je da bi 
se između 15 % i 30 % skupova podataka trebalo koristiti kao 
skup podataka za testiranje. U ovom istraživanju 30 % skupova 
podataka (ds1 i ds2) koristi se za testiranje ANN modela (vidi 
tablicu 3.). Podaci su nasumično podijeljeni u skupove podataka 
za učenje i testiranje primjenom softvera MATLAB. Tablica 3. 

prikazuje neke statističke parametre skupova podataka koji 
su korišteni u ovom istraživanju. U tablici su izlazne varijable 
masno otisnute. Osim pretreniranja, trebao bi se razmotriti broj 
podataka tijekom razvijanja pouzdanih ANN modela. Prema 
[43], omjer podataka u odnosu na ulazne varijable trebao bi 
biti veći od 5. U ovom radu taj omjer izračunan je kao 29,8 za 
skup podataka ds1 (149/5), odnosno 21,0 za skup podataka 
ds2 (105/5) (149 i 105 su brojevi podataka, a 5 je broj ulaznih 
varijabli u skupu podataka ds1, odnosno ds2), što upućuje na to 
da je broj skupova podataka koji se koriste u ovom istraživanju 
dostatan za razvijanje ANN modela za točnu procjenu dubine 
podlokavanja ispred nagnutih stupova.
Kao što se vidi iz tablice 3., sve varijable u skupovima podataka 
imaju različit raspon. Kako bi raspon svih varijabli bio usporediv, 
one su za početak normalizirane između -1 i 1 primjenom 
jednadžbe 4 [44]. U toj jednadžbi Xmax i Xmin su maksimalne i 
minimalne vrijednosti varijable X u fazi učenja skupa podataka. 
U ovom istraživanju razvilo se ukupno 1860 ANN modela za 
različite dubine podlokavanja (180 za ds1 i 180 za ds2 u MLP 
modelu te 750 ds1 i 750 za ds2 u RBNN modelu). U razvijanju MLP 
i RBNN modela u predviđanju ds1 i ds2 ulazne varijable koje se 

Tablica 3. Neki statistički parametri učenja i testiranja skupova podataka

Skup podataka Varijable Broj podataka Minimalni Maksimalni Prosječni

Učenje (ds1)

NP (broj stupa)

104

1 4 2,39

β [stupanj] 0 15 10

D [cm] 5 10 6,59

d0 [cm] 3,70 17,50 7,66

V/Vc 0,30 1,86 0,93

ds1 [mm] 12 142 66,48

Testiranje (ds1)

NP (broj stupa)

45

1 4 2,51

β [stupanj] 0 15 7,02

D [cm] 5 10 6,44

d0 [cm] 3,70 17,50 8,63

V/Vc 0,32 1,86 0,93

ds1 [mm] 20 130 72,39

Učenje (ds2)

NP (broj stupa)

73

2 4 3,10

β [stupanj] 0 15 8,56

D [cm] 5 7 5,96

d0 [cm] 3,7 17,5 7,28

V/Vc 0,30 0,94 0,69

ds2 [mm] 6 62 31,63

Testiranje (ds2)

NP (broj stupa)

32

2 4 2,88

β [stupanj] 0 15 7,19

D [cm] 5 7 5,63

d0 [cm] 3,70 17,50 8,40

V/Vc 0,30 0,94 0,61

ds2 [mm] 12 60 29,28
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uzimaju u obzir su NP, B, β, D, d0, i V/Vc. Kako bi se postigli najbolji 
MLP modeli za vrijednosti ds1 i ds2, hiperbolička tangentna 
sigmoidna aktivacijska funkcija (tansig), izraz (5), nelinearna 
sigmoidna funkcija (logsig), izraz (6) te linearna (purelin) 
funkcija, izraz (7) koriste se u skrivenim i izlaznim slojevima, a 
primjenjuje se broj skrivenih neurona koji varira od 1 do 20. Kako 
se Levenberg-Marquardtova funkcija treniranja najčešće koristi 
za poboljšanje učinka predviđanja MLP modela, MLP modeli 
koji su se razvili u ovom istraživanju treniraju se primjenom 
ove funkcije treniranja. Međutim, u RBNN modelima koristi se 
radijalna bazna funkcija transfera (radbas) u skrivenom sloju, 
izaz (8), a purelin aktivacijska funkcija u vanjskom sloju. Štoviše, 
koristi se broj skrivenih neurona između 1 i 50 te koeficijent 
širenja između 1 i 15 kako bi se postigli najbolji RBNN modeli za 
vrijednosti ds1 i ds2. Sve analize ANN modela u ovom radu (MLP i 
RBNN) provode se primjenom softvera MATLAB.

 (4)

 (5)

 (6)

(x) = x (7)

 (8)

Učinak predviđanja ANN modela (MLP i RBNN) te prethodnih 
empirijskih poveznica vezanih uz treniranje i ispitivanje skupa 
podataka procjenjuju se korijenom srednje kvadratne pogreške, 
srednjom apsolutnom pogreškom i koeficijentom determinacije 
(R2). Korijen srednje kvadratne pogreške (RMSE) pruža 
informacije o dobroj prilagodbi relevantnoj za visoke izlazne 
vrijednosti. S druge strane, srednja apsolutna pogreška (MAE) 
daje uravnoteženiju perspektivu prilagodbe pri umjerenim 
izlaznim vrijednostima. Što se tiče R2, ta vrijednost pruža 
informaciju o linearnom odnosu između dvije varijable. Formule 
statistike RMSE, MAE i R2 (napisane za vrijednost ds1) prikazane 
su izrazima (9) do (11).

 (9)

 (10)

 (11)

gdje je n broj podataka, (ds1)measured je izmjerena vrijednost ds1, 
(ds1)predicted je predviđena vrijednost ds1, a ( )measured je srednja 
vrijednost izmjerenog ds1.

5. Rezultati 

5.1.  Predviđanja ds1 i ds2 prethodnim empirijskim 
modelima

Kao što je prethodno spomenuto, cilj je ovog istraživanja razviti 
pouzdanije modele za predviđanje ds1 i ds2 primjenom MLP i 
RBNN tehnika u usporedbi s prethodnim empirijskim modelima. 
Zato se dubine podlokavanja ispred nagnutih stupova mosta 
(ds1 i ds2) prve predviđaju primjenom prethodnih empirijskih 
modela i njihov učinak predviđanja prikazan je i o njemu se ovdje 
raspravlja što je jednako tako važno tijekom procjene učinka 
predviđanja razvijenih ANN modela u sljedećem pododjeljku. 
Tablica 4. prikazuje rezultate predviđanja empirijskih modela 
vezanih uz treniranje i ispitivanje skupova podataka u slučaju 
različitog broja stupova mosta. Štoviše, usporedba izmjerenih 
i predviđenih dubina podlokavanja u fazama učenja i testiranja 
prikazana je na slici 4., odnosno slici 5. U stupcu koji prikazuje 
broj stupova u tablici 4. gornja vrijednost svakog retka upućuje 
na broj stupova za koje se jednadžbe predlažu. Primjerice, DS1A 
se predlaže za izračun dubine podlokavanja s jednim stupom, a 
DS1B se predlaže za dva stupa. Međutim, svaka se jednadžba 
primjenjuje kako bi se izračunala dubina podlokavanja za različit 
broj stupova, ali samo zato da se vidi može li se pojedinom 
jednadžbom koja se predlaže u literaturi izračunati dubina 
podlokavanja u slučaju ako se broj stupova promijeni. Budući da 
učinak DS1A nije zadovoljavajući kada se primjenjuje na više od 
jednog stupa kao na slici 4.b, DS1B, DS1C, DS2A i DS2B, nisu 
učinkoviti kad se primjenjuju na različit broj stupova. To je glavni 
razlog zašto dolazi do grupiranja podataka blizu 0, kao što se 
uočava na slici 4. i slici 5. Osim toga, utvrđeno je na tim slikama 
da su h i j predviđene dubine podlokavanja jednake 0. To znači 
da jednadžba ne može predvidjeti dubinu podlokavanja te se 
ne treba koristiti u predviđanju. Kao što je objašnjeno, učinak 
jednadžbi u slučaju različitog broja stupova istražuje se samo u 
svrhu akademske znatiželje. 
Određuje se da DS1A, DS1B i DS1C modeli daju točna ds1 
predviđanja u slučaju 1, 2, 3 do 4 stupa, odnosno, dajući nisku 
vrijednost RMSE (≤ 8,17 mm u fazi učenja i ≤ 4,13 mm u fazi 
testiranja) i MAE (≤ 5,17 mm u fazi učenja i ≤ 3,54 mm u fazi 
testiranja) te visoku vrijednost R2 (≥ 0,922 u fazi učenja i ≥ 0.947 
u fazi testiranja). S druge strane, ti modeli stvaraju višu RMSE 
(≥ 21,31 mm u fazi učenja i ≥ 24,03 mm u fazi testiranja) i MAE 
(≥ 14,79 mm u fazi učenja i ≥ 17,64 mm u fazi testiranja) te 
nižu R2 (≤ 0,604 u fazi učenja i ≤ 0,703 u fazi testiranja) kada se 
primjenjuju na skupove podataka koji imaju 1 do 4 stupa mosta. 
To je zbog niske procjene DS1A i DS1B te visoke procjene DS1C 
(slika 4. i slika 5.). Međutim, prema [45], postoji snažni odnos 
između izmjerenih i predviđenih ds1 po modelima DS1A, DS1B, 
i DS1C jer imaju R2 ≥ 0,64 u fazi testiranja, što upućuje na to da 
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Tablica 4. Rezultati predviđanja prethodnih empirijskih korelacija u slučaju različitog broja stupova

Slika 4.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) u fazi učenja: a) DS1A model i 1 stup; b) DS1A model i 1 do 4 stupa; c) 
DS1B model i 2 stupa; d) DS1B model i 1 do 4 stupa; e) DS1C model i 3 do 4 stupa; f) DS1C model i 1 do 4 stupa; g) DS2A model i 3 stupa; 
h) DS2A model i 2 do 4 stupa; i) DS2B i 4 stupa; j) DS2B i 2 do 4 stupa

Modeli Izlaz Broj stupova 
Faza učenja Faza testiranja

RMSE [mm] MAE [mm] R2 RMSE [mm] MAE [mm] R2

DS1A ds1 

1 3,01 2,35 0,984 3,61 3,07 0,992

1 do 4 21,31 14,79 0,666 24,03 17,64 0,703

DS1B ds1 

2 2,19 1,62 0,959 2,22 1,72 0,964

1 do 4 30,91 25,45 0,620 33,86 28,36 0,654

DS1C ds1 

3 i 4 8,17 5,17 0,922 4,13 3,54 0,947

1 do 4 62,00 37,35 0,604 70,78 37,42 0,642

DS2A ds2 

3 18,44 13,33 0,746 16,95 12,60 0,224

2 do 4 20,42 15,89 0,723 17,72 14,22 0,597

DS2B ds2 

4 14,62 11,33 0,690 8,38 5,14 0,596

2 do 4 14,16 11,74 0,746 15,25 12,62 0,655
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se ti modeli mogu koristiti za predviđanje ds1 u slučaju nagnutih 
stupova mosta koji imaju 1 do 4 stupa. Međutim, može se reći, 
prema rezultatima na slici 4. i slici 5., da je potrebna nova opća 
empirijska korelacija kako bi se točno predvidjelo stvaranje 
ds1 ispred nagnutih stupova mosta koji imaju 1 do 4 stupa. 
Kao što je spomenuto u prethodnim empirijskim korelacijama, 
DS2A i DS2B modeli predlažu se za predviđanje ds2 u slučaju 3, 
odnosno 4 stupa.
 Za razliku od modela koji se koriste u predviđanju ds1, DS2A 
model daje visoku RMSE (≥ 18,44 mm u fazi učenja i ≥ 16,95 
mm i ≥ 12,60 mm u fazi testiranja) i MAE (≥ 13,33 mm u fazi 
učenja i ≥ 12,60 mm u fazi testiranja) te nisku R2 (≤ 0,746 u 

fazi treniranja i ≤ 0,597 u fazi ispitivanja) u slučaju 3, odnosno 
2 do 4 stupa (tablica 4., slika 4. i slika 5.), što uzrokuje slabo 
predviđanje dubine podlokavanja ispred stražnjeg stupa. U 
slučaju modela DS2B, unatoč tome što stvaraju relativno nisku 
RMSE (8,38 mm) i MAE (5,14 mm) kad je riječ o 4 stupa u fazi 
testiranja, to predstavlja slabe rezultate predviđanja u slučaju 
2 odnosno 4 stupa (RMSE = 14,16 mm, MAE = 11,74 mm, i 
R2 = 0,746 u fazi učenja i RMSE = 15,25 mm, MAE = 12,62 
mm, odnosno R2 = 0,655 u fazi testiranja, tablica 4., slika 4. i 
slika 5.). Rezultati očito upozoravaju na to da je potrebna nova 
opća jednadžba za predviđanje ds2 u slučaju nagnutih stupova 
mosta. 

Slika 5.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) u fazi testiranja: a) DS1A model i 1 stup; b) DS1A model i 1 do 4 stupa; c) 
DS1B model i 2 stupa; d) DS1B model i 1 do 4 stupa; e) DS1C model i 3 do 4 stupa; f) DS1C model i 1 do 4 stupa; g) DS2A model i 3 stupa; 
h) DS2A model i 2 do 4 stupa; i) DS2B i 4 stupa; j) DS2B i 2 do 4 stupa
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5.2. Predviđanja po ANN modelima

Rezultati RMSE, MAE i R2 najboljih MLP i RBNN modela u 
fazama učenja i testiranja prikazuje tablica 5., odnosno tablica 
6. Usporedbu mjerenih i predviđenih ds1 i ds2 po modelima MLP i 
RBNN prikazuju slike 6. do 9.
Kao što je spomenuto, prethodni empirijski modeli (DS1A, 
DS1B, DS1C, DS2A, i DS2B) predloženi su za određen broj 
stupova mosta. Zato, kako bi se usporedila predviđanja vezana 
uz podlokavanje po MLP i RBNN modelima s prethodnim 
empirijskim korelacijama, učinak predviđanja MLP i RBNN 
modela pri određenom broju stupova mosta (npr. 1, 2 te 3-4 
stupa u slučaju ds1, odnosno 3 i 4 stupa u slučaju ds2) prikazan je 
u tablici 5. i tablici 6. te na slikama 6. do 9. Osim toga, na slici 10. 
prikazana je usporedba mjerenih i predviđenih ds1 i ds2 po MLP i 
RBNN modelima te empirijskim modelima koji se tiču podataka 
podložnih ispitivanju (1 do 4 stupa u slučaju ds1, odnosno 2 do 4 
stupa u slučaju ds2).
Kao što se vidi u tablici 5., MLP modeli (koji daju najbolje 
procjene za ds1 i ds2 od svih razvijenih MLP modela) koriste 
funkciju transig transfera u skrivenom sloju, što pokazuje 
nelinearni odnos između ulaznih i izlaznih varijabli. Rezultati u 
tablici 4. i tablici 5. jasno pokazuju da MLP modeli osiguravaju 
točnija i pouzdanija predviđanja za ds1 u slučaju 1 do 4 stupa, 
odnosno ds2 u slučaju 2 do 4 stupa u usporedbi s prethodnim 
empirijskim modelima (RMSE ≤ 6,62 mm, MAE ≤ 4,89 mm i R2 

≥ 0,875 u fazi učenja; RMSE ≤ 5,21 mm, MAE ≤ 4,44 mm i R2 ≥ 
0,802 u fazi testiranja), što se također vidi na slici 10. Nadalje, 
određeno je da DS2MLP model točnije predviđa ds2 u slučaju 3 
i 4 stupa u odnosu na prethodne empirijske modele (slika 10.). 
Međutim, prema statističkim mjerama pogreške, DS1B model 
omogućava nešto preciznija ds1 predviđanja za dva stupa nego 
DS1MLP model, a DS1MLP model omogućava nešto preciznija 
predviđanja nego DS1A i DS1C modeli za jedan stup i 3-4 stupa. 
Na temelju otkrića prikazanih na slikama 6. i 7.a do 7.d može se 

reći da su svojstva dobivena MLP modelima manje raspršena i 
gotovo da padaju točno na pravilnu crtu, što znači da se izmjereni 
ds1 i ds2 točnije mogu predvidjeti MLP modelima. Štoviše, MLP 
modeli imaju veću vrijednost R2 od 0,64 u slučaju različitog broja 
nagnutih stupova mosta i mogu se stoga koristiti za predviđanje 
stvaranja dubine podlokavanja ispred nagnutih stupova mosta 
[45]. Iz tog razloga, a zbog gore navedenih otkrića, može se 
zaključiti da se MLP modeli predloženi u ovom istraživanju 
mogu koristiti za preciznije predviđanje dubina podlokavanja 
ispred stupova mosta.
Rezultati u tablici 6. pokazuju da RBNN modeli daju preciznija 
predviđanja za ds1 i ds2 nego prethodni empirijski modeli (RMSE 
≤ 4,68 mm, MAE ≤ 3,41 mm i R2 ≥,0,914 u fazi učenja; RMSE ≤ 
6,16 mm, MAE ≤ 5,75 mm i R2 ≥ 0,710 u fazi testiranja), što se 
također vidi na slici 10. Kao što je slučaj za MLP modele, utvrđeno 
je da je to značajno u predviđanju ds1 za 1 do 4 stupa mosta te 
ds2 za 3, 4 i 2 do 4 stupa mosta. Ipak, RBNN modeli neznatno 
su precizniji u predviđanju ds1 pri određenom broju nagnutih 
stupova mosta u usporedbi s DS1A, DS1B i DS1C modelima. 
Poput MLP modela, u fazama učenja i testiranja, RBNN modeli 
daju manje raspršena predviđanja za ds1 i ds2 koja gotovo točno 
padaju na pravilnu crtu (slika 8. i slika 9.). Štoviše, nije uočeno 
značajno precjenjivanje ni podcjenjivanje predviđanja RBNN 
modela (slika 10.).
Kako je navedeno, MLP i RBNN modeli daju preciznija 
predviđanja za ds1 i ds2 u usporedbi s prethodnim empirijskim 
modelima. Iz usporedbe rezultata u tablici 5. i tablici 6. uočava 
se da DS1RBNN model daje preciznija predviđanja za ds1 
nego DS1MLP model (tj. imaju niži RMSE i MAE, a viši R2 u 
fazi testiranja). Ipak, DS2MLP model daje neznatno preciznija 
predviđanja nego DS2RBNN model (tj. Imaju nižu RMSE (3,51 
mm) i MAE (2,76 mm) za 2 do 4 stupa u fazi testiranja). Zato 
se nove empirijske formule za ds1 i ds2 dobivaju iz DS1RBNN i 
DS2MLP modela. Dobivene formule su prikazane i objašnjene 
detaljno u “Dodatku A. Dopunski materijal”

Modeli

Funkcije transfera Broj 
skrivenih 
neurona

Izlaz Broj stupova

Faza učenja Faza testiranja

Skriveni 
sloj

Izlazni 
sloj

RMSE 
[mm]

MAE 
[mm] R2 RMSE 

[mm]
MAE 
[mm] R2

DS1MLP Tansig Purelin 3 ds1 

1 2,24 1,86 0,990 2,43 2,01 0,991

2 1,98 1,69 0,951 2,55 1,55 0,916

3 i 4 5,63 3,94 0,951 3,61 2,63 0,970

1, 2, 3 i 4 4,20 2,83 0,980 3,09 2,19 0,991

DS2MLP Logsig Purelin 11 ds2 

3 3,65 2,94 0,967 5,21 4,44 0,802

4 6,62 4,89 0,875 2,85 2,47 0,972

2, 3 i 4 4,65 3,18 0,937 3,51 2,76 0,924

Tablica 5. RMSE, MAE i R2 rezultati najboljega MLP modela za ds1 i ds2 u fazama učenja i testiranja
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Modeli Koeficijent 
širenja

Broj 
skrivenih 
neurona

Izlaz Broj stupova

Faza učenja Faza testiranja

RMSE 
[mm]

MAE 
[mm] R2 RMSE 

[mm]
MAE 
[mm] R2

DS1RBNN 7 49 ds1 

1 1,17 0,94 0,997 2,15 1,63 0,992

2 0,79 0,62 0,990 0,95 0,85 0,992

3 i 4 1,70 1,27 0,995 2,59 2,06 0,979

1, 2, 3 i 4 1,40 1,03 0,998 2,16 1,63 0,995

DS2RBNN 1 21 ds2 

3 3,08 2,35 0,967 6,16 5,75 0,710

4 4,68 3,41 0,914 4,47 3,39 0,893

2, 3 i 4 3,55 2,60 0,954 4,50 3,63 0,887

Tablica 6. RMSE, MAE i R2 rezultati RBNN modela za ds1 i ds2 u fazama učenja i testiranja

Slika 6.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) po MLP modelu u fazi učenja: a) DS1MLP model i 1 stup; b) DS1MLP 
model i 2 stupa; c) DS1MLP model i 3 i 4 stupa; d) DS1MLP model i 1 do 4 stupa; e) DS2MLP model i 3 stupa; f) DS2MLP model i 4 stupa; 
g) DS2MLP model i 2 do 4 stupa
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Slika 7.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) po MLP modelu u fazi testiranja: a) DS1MLP model i 1 stup; b) DS1MLP 
model i 2 stupa; c) DS1MLP model i 3 i 4 stupa; d) DS1MLP model i 1 do 4 stupa; e) DS2MLP model i 3 stupa; f) DS2MLP model i 4 stupa; 
g) DS2MLP model i 2 do 4 stupa

Slika 8.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) po RBNN modelu u fazi učenja: a) DS1RBNN model i 1 stup; b) DS1RBNN 
model i 2 stupa; c) DS1RBNN model i 3 i 4 stupa; d) DS1RBNN model i 1 do 4 stupa; e) DS2RBNN model i 3 stupa; f) DS2RBNN model i 4 
stupa
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Slika 9.  Usporedba mjerenih i predviđenih dubina podlokavanja (ds1 i ds2) po RBNN modelu u fazi testiranja: a) DS1RBNN model i 1 stup; b) 
DS1RBNN model i 2 stupa; c) DS1RBNN model i 3 i 4 stupa; d) DS1RBNN model i 1 do 4 stupa; e) DS2RBNN model i 3 stupa; f) DS2RBNN 
model i 4 stupa; g) DS2RBNN model i 2 do 4 stupa

Slika 10.  Usporedba mjerenih i predviđenih dubina podlokavanja po MLP modelu; RBNN modelu te empirijskim modelima u vezi s podacima koji 
su ispitivani: a) ds1 (1-11 za 1 stup; 12-23 za 2 stupa; 24-33 za 3 stupa i 34-45 za 4 stupa) i b) ds2 (1-14 za 2 stupa; 15-22 za 3 stupa i 
23-32 za 4 stupa)
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5.3. Analiza osjetljivosti

Provodi se niz analiza osjetljivosti kako bi se odredila relativna 
važnost ulaznih varijabli koje se koriste u DS1RBNN i DS2MLP 
modelima vezanim uz dubine lokalnog podlokavanja ispred 
nagnutih stupova mosta. Slika 11. prikazuje rezultate analize 
osjetljivosti. 

Slika 11.  Rezultati analiza osjetljivosti provedeni na: a) DS1RBNN i b) 
DS2MLP modelima 

Prema otkrićima na slici 11., parametar koji najviše utječe na ds1 
je kut nagiba stupa i vertikale (β) (25,57 %) nakon kojega slijedi 
dijametar stupa (D) (20,99 %), broj nagnutih stupova mosta (NP) 
(20,97 %), dubina prilaznog toka (d0) (16,81 %) te intenzitet toka 
V/Vc (15,66 %). U prethodnim istraživanjima u kojima se ispitivala 
dubina lokalnog podlokavanja, odredilo se da je dijametar stupa 
najvažniji parametar koji utječe na dubinu podlokavanja ispred 
prvog stupa [22, 29]. Nasuprot tome, u ovom istraživanju 
određuje se da je kut nagiba najvažniji parametar, što se može 
pripisati promjeni toka koji smanjuje utjecaj vrtloga ispred stupa. 
Što se tiče važnosti dijametra stupa, može se reći da su rezultati 
na slici 11. (a) u skladu s prethodnim istraživanjima [22, 29]. Valja 
obratiti pozornost na to da je to prvo istraživanje koje pokazuje 

važnost kuta nagiba stupa na dubinu podlokavanja. Rezultati 
jednako tako pokazuju da ulazne varijable koje se koriste u 
DS1RBNN modelu značajno utječu na formaciju ds1. S druge pak 
strane, intenzitet toka (27,17 %) najviše utječe na ds2 nakon čega 
slijedi d0 (19,85 %), NP (19,74 %), β (17,95 %), i D (15,29 %), Slika. 
11. Iako najmanje utječe na ds1, pokazalo se da taj parametar 
najviše utječe na ds2. Dok je raspon intenziteta toka širok za ds1 
u eksperimentalnim podacima (0,30-1,86), nešto je uži za ds2 
(0,30-0,94) što je uzrok povećanja važnosti intenziteta toka za 
ds2. Međutim, to bi se trebalo dalje istražiti.

5.4. Ograničenja predloženih ANN modela

Unatoč tome što se ANN model može uspješno 
implementirati na složenim problemima, on ne može 
ispravno ekstrapolirati vrijednosti koje su izvan dosega 
podataka koji se koriste za učenje modela. Drugim riječima, 
zato što su konstrukcija ANN modela i njegove težine te 
parametri naginjanja određeni primjenom skupa podataka 
za učenje, ANN model može dati precizna predviđanja za 
vrijednosti koje su unutar ulaznih varijabli koje se koriste 
kad se razvija model. Iz tog su razloga empirijske formule 
predložene u ovom istraživanju, izrazi (15) i (19), pouzdane 
u vezi s rasponom ulaznih varijabli u tablici 3.

6. Zaključak

U ovom se istraživanju primjenjuju dvije različite ANN 
tehnike, višeslojni perceptron (MLP) i neuronska mreža 
s radijalnim baznim funkcijama (RBNN) s ciljem da se 
predlože nove empirijske jednadžbe za precizno i pouzdano 
predviđanje dubina podlokavanja koje se formiraju ispred 
nagnutih stupova mosta. Prethodno skupljeni laboratorijski 
podaci koriste se kako bi se trenirali MLP i RBNN modeli te 
kako bi se ispitao njihov učinak predviđanja. Rezultati jasno 
pokazuju da MLP i RBNN modeli daju veća predviđanja ds1 i 
ds2 u usporedbi s prethodnim empirijskim modelima. Jednako 
tako, provodi se niz analiza osjetljivosti kako bi se odredili 
parametri koji najviše utječu na dubinu podlokavanja ispred 
nagnutih stupova mosta. Ovo istraživanje otkriva da je kut 
nagiba stupa prevladavajući parametar za ds1. Intenzitet 
toka prevladavajući je parametar za ds2, a istovremeno 
je određen kao parametar koji najmanje utječe na ds1. 
Na temelju tih otkrića nove empirijske jednadžbe koje se 
predlažu u ovom istraživanju mogu se koristiti za precizno 
predviđanje dubina podlokavanja ispred prednjih i stražnjih 
stupova. Empirijske jednadžbe nastaju na temelju rezultata 
laboratorijskih eksperimenata. U svrhu budućih istraživanja 
jednadžbe se mogu ispitati kako bi se izračunala dubina 
podlokavanja u stvarnosti.
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Dodatak A. 

Izrazi (A1) do (A8) opisuju korake u izračunu empirijske formule 
koja se dobiva iz RBNN i MLP modela. Prvo se izrazima (A1) i 
(A5) svaka ulazna varijabla koja se koristi u ANN modelima 
(DS1RBNN i DS2MLP) normalizirala između -1 i +1. RBNN model 
koristi funkciju radijalnog baznog transfera u skrivenom sloju i 
funkciju purelin transfera u izlaznom sloju. Ulaz mreže u funkciju 
radijalnog baznog transfera (x) je vektorska udaljenost između 
wih i ulaznog vektora (Inputs) pomnoženi s Bh (i.e., x = ||wih-

Inputs||*Bh, ||wih-Inputs|| = (wih-Inputs)0.5), izraz (A3).[x]ds1 i [x]ds2 
u izrazima (A2) i (A6) matrice su skrivenih neuronskih rezultata 
(odnosno dobivenih nakon što se primijenila funkcija transfera 
na skrivene neurone) na DS1RBNN i DS2MLP modelima. Izrazi 
odstupanja koji se koriste u izlaznim slojevima (Bo) DS1RBNN i 
DS2MLP modela odredili su se kao 64,04687 odnosno -0,7507 
(izrazi (A4) i (A8)). Izrazi (A9) do (A14) daju matrice [wih]ds1, [who]
ds1, [Bh]ds1, [wih]ds2, [who]ds2 i [Bh]ds2.

 (A1)

)

 (A2)

 (A3)
(i:1 do 49)

 (A4)
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